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Abstract
Frequent forest fires have attracted serious public and government attention in Indonesia. Fire is considered the most significant management concern, therefore identifying and predicting fire-prone areas is critical to managing protected area networks. This study investigates the application of various geospatial data, machine learning techniques (MLT) and spatial statistical tools to determine the level of accuracy of which areas are vulnerable to hotspots across provinces in Indonesia. Forest fire hotspots can be identified through images taken from the surrounding forest. Forests are the lungs of the world whose role is very central to the survival of all living creatures, such as humans, animals and plants. Forest fire hot spot prediction modeling involves four influencing factors, namely surrounding air temperature, wind speed, rainfall and land use area. One method that can be used in image processing to identify potential hotspots is the deep learning method, one of the deep learning models that has the best performance in image recognition and classification, namely Convolutional Neural Network (CNN). The CNN method consists of two stages. The first stage is image classification using feedforward. The second stage is the learning stage using the backpropagation method. The CNN model used in the dataset training process tested the images with several optimizers and obtained high accuracy results. We can develop the CNN model using additional data sets to obtain good training results and accuracy in future studies. The proposed method shows improved accuracy (AUC = 89%) for mapping forest fire vulnerability in the region compared to individual MLTs (AUC = 71.5 to 86.9%) when validating with recent forest fire data (i.e., 2015-2021).
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Abstrak
Kebakaran hutan yang sering terjadi telah menarik perhatian publik dan pemerintah yang serius di Indonesia. Kebakaran dianggap sebagai perhatian manajemen yang paling signifikan, oleh karena itu mengidentifikasi dan memprediksi daerah rawan kebakaran sangat penting untuk mengelola jaringan kawasan lindung. Studi ini menyelidiki penerapan berbagai data geospasial, teknik pembelajaran mesin (MLT) dan alat statistik spasial untuk menentukan tingkat akurasi wilayah mana yang rentan terhadap titik api di seluruh provinsi di Indonesia. Titik panas kebakaran hutan dapat diketahui melalui gambar yang diambil dari keadaan sekitar hutan. Hutan merupakan paru-paru dunia yang perannya sangat sentral bagi kelangsungan seluruh makhluk hidup, seperti manusia, hewan, dan tumbuhan. Pemodelan prediksi titik panas kebakaran hutan melibatkan empat faktor yang mempengaruhi yaitu suhu udara sekitar, kecepatan angin, curah hujan, dan luas penggunaan lahan. Salah satu metode yang dapat digunakan dalam pengolahan citra untuk mengidentifikasi potensi hotspot adalah metode deep learning, salah satu model deep learning yang memiliki performa terbaik dalam pengenalan dan klasifikasi citra yaitu Convolutional Neural Network (CNN). Metode CNN terdiri dari dua tahap. Tahap pertama adalah klasifikasi citra menggunakan feedforward. Tahap kedua adalah tahap pembelajaran dengan metode backpropagation. Model CNN yang digunakan dalam proses pelatihan dataset menguji citra dengan beberapa pengoptimal dan diperoleh hasil akurasi yang tinggi. Kita dapat mengembangkan model CNN menggunakan kumpulan data tambahan untuk mendapatkan hasil pelatihan yang baik dan akurasi dalam studi selanjutnya. Metode yang diusulkan menunjukkan peningkatan akurasi (AUC = 89%) untuk memetakan kerentanan kebakaran hutan di wilayah tersebut dibandingkan dengan MLT individu (AUC = 71,5 hingga 86,9%) saat memvalidasi dengan data kebakaran hutan terkini (yaitu, 2015-2021).

Kata Kunci: Hotspot, Kebakaran hutan, Pembelajaran Mendalam, Jaringan Syaraf Konvolusional
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I. Pendahuluan 
Indonesia merupakan salah satu negara tropis yang berada di asia yang mengalami kebakaran hutan dari tahun ke tahun. Kebakaran hutan di Indonesia terus meningkat, pada tahun 2019 kebakaran meningkat sebesar 200,94% dari tahun 2018[1]. Akibat yang ditimbulkan dari kebakaran hutan salah satunya adalah gangguan pernafasan yang dialami baik manusia maupun hewan di sekitar tempat kejadian. Asap dari kebakaran hutan yang disebabkan oleh angin juga merugikan negara-negara di sekitar Indonesia, seperti Malaysia, Singapura, dan Brunei Darussalam. Kebakaran hutan disebabkan oleh beberapa factor, antara lain alam dan manusia.
	Kebakaran hutan yang menyebar terlalu luas membuat petugas pemadam kebakaran hutan kesulitan memadamkan api. Luasnya hutan di Indonesia juga membuat penjaga hutan seringkali tidak menyadari tanda-tanda kebakaran hutan. Selain  itu, kebakaran hutan memiliki konsekuensi yang parah terhadap emisi karbon global. Rata-rata, emisi karbon tahunan bersih dari  kebakaran hutan tropis bernilai sekitar 7,5 hingga 70 Mg ha Antara tahun 2003  dan 2012,  kehilangan tutupan hutan tahunan akibat kebakaran mencapai sekitar 67 juta  ha,  yang merupakan sekitar 1,7% dari  kawasan hutan dunia[2]. Hasil identifikasi penghitungan luas areal kebakaran hutan dan lahan tahun 2019, Indonesia mengalami kebakaran hutan dan lahan seluas 1,64 juta ha meliputi 1,15 juta ha (70%) di tanah mineral dan 0,49 juta ha (30%) di tanah gambut. Berdasarkan analisis fungsi kawasan, areal terbakar yang berada di dalam kawasan hutan adalah sebesar 912.924 ha (55%) dan di luar kawasan hutan (areal penggunaan lain) 736.334ha (45%). Areal terbakar dalam kawasan hutan terdiri dari Hutan Produksi Tetap sebesar 325.970ha (36%); Hutan Konservasi sebesar 226.559ha (25%); Hutan Produksi Konversi sebesar 159.138ha (17%); Hutan Lindung sebesar 122.740ha (13%); dan Hutan Produksi Terbatas sebesar 78.517ha (9%). Sedangkan berdasarkan analisis penutupan lahan, kebakaran yang terjadi pada lahan tidak berhutan seluas 1.551.749ha (94%), sedangkan kebakaran pada lahan berhutan adalah seluas 97.508ha (6%). Adapun faktor buatan meliputi kecerobohan manusia pembakaran hutan yang disengaja(M. Nasir, et al,2018). Kebakaran hutan di Indonesia merupakan suatu masalah dengan intensitas tinggi dan kejadian yang berulang(Setiawan.Agung, 2018). Kebakaran hutan terjadi diawali dengan titik api yang kecil, lalu merambah menjadi besar dan luas seiring dengan kondisi dilapangan. Langkah antisipasi merupakan upaya persebaran api secara luas, sehingga angka kerugian dan dampak negative bisa ditekan. Salah satu upaya antisipasi persebaran api ialah menginvestigasi jenis titik api sejak dini sedemikian hingga dapat ditangani sejak awal. Kebakaran hutan menyebabkan dampak signifikan terhadap manusia, terutama dalam bentuk kerugian ekonomi akibat kehilangan berbagai manfaat yang ditawarkan oleh hutan. Ini termasuk kehilangan pohon-pohon yang sering digunakan untuk bahan bangunan, makanan, obat-obatan, serta kehilangan satwa liar yang penting untuk asupan protein dan kegiatan rekreasi. Selain itu, terdapat juga kerugian ekologis, seperti pengurangan area hutan, berkurangnya ketersediaan udara bersih yang biasanya disediakan oleh vegetasi hutan, dan hilangnya kemampuan hutan dalam mengatur siklus air serta mencegah erosi. Proses  identifikasi titik  api  pada  kebakaran  kebakaran  hutan  dapat  dilakukan  dengan  pendekatan klasifikasi titik api sebagai sebuah tindakan pencegahan terhadap meluasnya lahan yang terbakar[3]. 
Hutan adalah ekosistem yang kompleks dan luas yang terdiri dari pohon-pohon tinggi dan berbagai jenis flora serta fauna lainnya yang saling berinteraksi dalam suatu area yang cukup besar. Hutan berperan penting dalam menjaga keseimbangan ekologis dan lingkungan planet kita. Hutan mempunyai banyak fungi, antara lain: Penyimpan Karbon, Produsen Oksigen, Penyedia Habitat, Pengatur Siklus Air, dan Perlindungan Tanah. Dampak lingkungan dari kebakaran hutan dan gambut telah dilaporkan dalam berbagai penelitian [4][5]. 
Kecerdasan Buatan merupakan salah satu bidang dalam  ilmu  komputer  yang  ditujukan pada  pembuatan  software  dan  hardware  yang dapat  berfungsi  sebagai  sesuatu  yang  dapat berpikir    seperti  manusia[6].  Kecerdasan  buatan  banyak digunakan  untuk  memecahkan  berbagai masalah  seperti  bisnis[7],  robotika,  bahasa  alami, matematika,  game,  persepsi,  diagnosis  medis, teknik,  analisis  keuangan,  analisis  sains,  dan penalaran[8]. Deep Learning adalah cara untuk mengotomatisasi pekerjaan untuk memprediksi dan mengklasifikasikan data menggunakan jaringan saraf tiruan (artificial neural networks) dengan banyak lapisan (atau "deep") untuk memodelkan abstraksi data yang kompleks[9]. Proses pemasukan data, pengolahan dan penyajiannya akan dilakukan secara otomatis oleh mesin. Nilai positif dari penelitian ini adalah berkurangnya sumber daya manusia profesional yang harus mengoperasikannya dan efisiensi dalam bekerja. Metode deep learning yang paling sederhana dan umum digunakan adalah Convolutional Neural Network (CNN)[10]. Adapun  proses pembelajaran  yang  dimaksud  adalah  suatu usaha  dalam  memperoleh  kecerdasan  yang melalui  dua tahap  antara lain  latihan (training) dan  pengujian  (testing)[11]. Deep learning merupakan subbidang machine learning yang algoritmanya terinspirasi dari struktur otak manusia. Saat ini, teknik deep learning sangat populer di kalangan praktisi data dan menarik perhatian banyak pihak. Hal ini karena teknologi deep learning telah diterapkan dalam berbagai produk berteknologi tinggi seperti self-driving car. Selain itu, ia juga ada di balik produk dan layanan yang kita gunakan sehari-hari. Contohnya antara lain, asisten digital, Google Translate, dan voice-activated device (perangkat cerdas yang bisa diaktifkan dengan suara). Deep learning terdiri dari beberapa jaringan saraf tiruan yang saling berhubungan.
CNN merupakan salah satu metode yang dapat mengklasifikasikan data berupa gambar. Metode CNN telah banyak digunakan pada penelitian-penelitian sebelumnya dalam klasifikasi jenis gambar atau suara. Metode CNN pada dasarnya hanya mampu mengolah data berupa gambar atau visual. Nilai akurasi yang tinggi akan memberikan kesimpulan terhadap metode yang diterapkan dalam klasifikasi data[12].
Seiring dengan perkembangan zaman, beberapa algoritma dapat digunakan sebagai prediksi hotspot seperti LSTM-RNN, backpropagation,dan lain-lain. Penelitian ini menggunakan metode prediksi hotspot lainnya yaitu convolutional neural network. CNN pertama kali dikembangkan pada tahun 1988 ketika ia masih disebut sebagai LeNet. Pada masa itu, teknologi tersebut digunakan untuk mengenali karakter seperti kode pos dan angka. CNN kini banyak digunakan untuk mengidentifikasi citra satelit, memproses citra medis, memperkirakan deret waktu, dan mendeteksi anomali. Convolutional Neural Network (CNN) terbagi menjadi dua yaitu CNN satu dimensi dan CNN dua dimensi.CNN dua dimensi dapat digunakan sebagai pengolahan citra, klasifikasi citra, dan lain-lain. CNN satu dimensi bisa digunakan untuk memprediksi data time series1 salah satunya adalah hotspot. Pada penelitian yang pernah dilakukan oleh Nafisah Lutfiah bahwa LSTM dapat mempelajari RNN secara bagus dalam memprediksi, tetapi tidak cukup bagus dalam fluktuasi tinggi,berdasarkan autokorelasi parsial plot, korelasinya adalah 0,99 dan RMSE adalah 88,54. Convolutional Neural Network adalah jenis neural network yang populer dalam pemrosesan citra visual. Jaringan ini adalah bagian dari deep neural network dan berupa jaringan saraf tiruan yang digunakan untuk mengenali dan memproses gambar. CNN dirancang untuk memproses data piksel dan citra visual. Kemampuan kerjanya dinilai lebih efektif dibandingkan neural network sejenis karena memiliki neuron yang menyerupai visual cortex pada lobus frontal otak manusia. CNN memiliki arsitektur yang terdiri dari lapisan konvolusi (convolution layer) dan lapisan pooling (pooling layer), serta lapisan-lapisan lain seperti lapisan aktivasi (activation layer) dan lapisan penuh terhubung (fully connected layer). CNN lebih sering digunakan untuk tugas-tugas computer vision, seperti pengenalan gambar, segmentasi objek, dan klasifikasi citra. Convolutional Neural Networks (CNN) merupakan salah satu jenis neural networks yang ada pada deep learning. Berbeda dengan ANN dan RNN, CNN merupakan jenis neural networks yang biasanya digunakan untuk mengolah data dalam bentuk citra. CNN bekerja menggunakan kernel. Kernel tersebut akan mengekstrak fitur dari input dengan menggunakan operasi konvolusi. CNN tersusun dari layer yang memiliki susunan neuron 3D yaitu, lebar, tinggi, dan kedalaman yang mana susunan lebar dan tinggi merupakan ukuran layer, dan kedalaman merupakan jumlah layer. 
II. Metodologi Penelitian 
Gambar 1 menggambarkan prosedur penelitian. Ada lima fase yang berbeda, dan fase adalah sebagai berikut: Identifikasi Masalah, Data Collection, Pra-Processing, C-NN Modelling, Evaluasi Model.
[image: ]
Gambar 1. Tahapan Penelitian 

a. Identifikasi Masalah
Implementasi pemodelan wilayah titik api kebakaran hutan menggunakan data image digital menggunakan metode deep learning. 
b. Data Collection
Proses membangun dataset adalah mengumpulkan data terkait yang dapat mewakili munculnya kebakaran hutan, banyak komponen parameter yang dapat digunakan dalam identifikasi maslaah yang di angkat. Hal ini parameter terkait dengan keadaan tanaman, keadaan tanah dan berbagai meteorology data yang mempengaruhi kebakaran hutan. Dalam penelitian ini, kami memilih tiga parameter yang terkait dengan tiga aspek (kesehatan tanaman, suhu tanah, dan indikator kebakaran). Parameter pertama adalah Normalized Difference Vegetation Index (NDVI) yaitu dianggap sebagai indeks vegetasi paling populer dan paling banyak digunakan untuk tanaman, yang kedua parameternya adalah LST (Land Surface Temperature) yang merupakan suhu tanah, dan terakhir adalah api indikator (Anomali Termal).
Pemilihan ketiga parameter tersebut dilakukan berdasarkan sifat permasalahan yang diangkat oleh kertas, yang memprediksi terjadinya kebakaran hutan yang disebabkan secara alami oleh panas atau petir, dalam kedua kasus keadaan tanaman, serta tanah, memainkan peran utama dan penting dalam terbakar; tanaman kering di tanah kering dan panas lebih mungkin terbakar daripada tanaman basah di tanah lembab. Kami menambahkan parameter ketiga (yaitu, Anomali Termal) untuk memperkuat yang pertama
dua karena memberikan informasi langsung tentang api dengan keyakinan deteksi saat kebakaran cukup kuat untuk dideteksi. Setelah memvalidasi model, parameter tambahan akan ditambahkan pekerjaan masa depan untuk meningkatkan model pemantauan kebakaran akhir. Semua data ini dapat diambil dari satelit yang berbeda seperti Terra, Aqua, Landsat, dan
Aster. Setiap satelit berisi produk yang berbeda, dan produk ini berbeda dalam ukurannya resolusi spasial, dan rentang spektral. Di bawah ini gambaran dari tiga parameter yang digunakan.
c. Pre-Processing
Pre-processing adalah proses membersihkan data yang bersifat mengganggu, duplikat, data yang inkonsisten dan typografi dalam proses Data Mining. Dalam tahapan Pre-Processing ada 2 indikator yang di gunakan, yaitu Testing dan Training. Data yang ada kemudian masuk ke tahap preprocessing. Data yang diperoleh akan diubah ukurannya, agar ukurannya sama dengan gambar. Data yang telah diubah ukurannya kemudian melalui proses segmentasi citra dimana data tersebut diolah untuk menentukan deteksi tepi, yang bertujuan untuk mengenali objek yang ada di dalamnya. Tahap pre-processing yang pertama adalah mengubah ukuran piksel citra asli menjadi 256 x 256 piksel dan melatih data dengan ukuran 16 x 16 piksel. Proses analisis dalam penelitian ini menggunakan bantuan software Java Script, Python dan R Studio.
d. C-NN Modelling
Pada tahap selanjutnya adalah perancangan model CNN yang digunakan pada penelitian ini, jumlah citra yang digunakan sebanyak 500 data citra. CNN yang digunakan terdiri dari 2 convolution layer dan 2 pooling layer. Citra yang disisipkan akan dikonvolusi pada langkah pertama dengan ukuran layer filter 3×3, dimana proses konvolusi ini akan memperkecil baris dan kolom pada citra. Tahap selanjutnya adalah melakukan operasi maxpooling. Operasi yang dilakukan adalah perkalian matriks antara hasil konvolusi sebelumnya sebesar 3×3 dengan filter penyatuan 2×2. Pada tahap kedua dilakukan operasi konvolusi dengan ukuran filter layer 2x2 dan filter pooling 2x2. Setelah proses konvolusi dan pooling selesai dilakukan proses flatten and fully connected. Proses ini bertujuan untuk mengubah peta fitur yang dihasilkan dari pooling layer menjadi bentuk vektor.
e. Evaluasi Model, Evaluasi Model mempunyai 2 tahapan yaitu penentuan hasil dari Accuracy model yang digunakan dan performance nya.
III. Hasil dan Pembahasan
A. Pengumpulan Data 
Dataset yang digunakan dalam penelitian ini merupakan dari sistem SANTANU yang berada di kantor PSTA, dan dibagi menjadi dua kelas yaitu kelas data tidak normal dan kelas data normal dengan pembagian seperti yang tertera pada Tabel 1
B.	Pembagian Data 
Data yang dikumpulkan kemudian dibagi menjadi dua bagian yaitu data uji dan data latih dimana masing masing memiliki persentase tertentu. Data uji akan digunakan dalam proses training model sedang data latih akan digunakan pada proses testing setelah model terbentuk.
C.	Praproses dan Pengolahan Data Input Citra masukan akan diolah ke dalam pra proses yaitu proses wrapping dan cropping. Pada wrapping, citra masukan dilakukan pengecekan terhadap edge dari objek utama pada citra tersebut. Dari edge pada citra tersebut ditentukan edge maksimalnya sehingga saat hasil cropping objek pada citra tersebut tetap utuh seperti pada Gambar 2. Tahap training dimulai dengan merubah citra menjadi bentuk vektor. Sehingga alur proses pertama berbentuk seperti Gambar 3.
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Gambar 2. Pra Proses Data
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Gambar 3. Alur Tahap Data Training

	Proses pengolahan data citra dimulai dengan citra ukuran sembarang yang kemudian dirubah ukurannya menjadi 140 x 140. Citra tersebut dijadikan grey scale agar bisa diproses dengan mudah pada tahap Training.
D.	Perancangan CNN Pada proses ini ditentukan jumlah layer yang digunakan, jenis aktivasi, jumlah batch, jumlah epoch, ukuran convolution, dan ukuran pooling.
E.	Klasifikasi CNN 
Pada proses ini data yang telah disiapkan akan digunakan untuk melakukan dengan kelas yang telah ditentukan untuk menghasilkan sebuah model yang ingin kita ketahui sesuai dengan algoritmanya. Model ini kemudian akan digunakan dalam testing dan jika terbukti baik bisa diimplementasikan ke dalam sistem untuk pengklasifikasian titik api kebakaran hutan yang dapat membantu pihak terkait dalam menentukan sebuah keputusan untuk semua masyarakat sekitar. 
F. Pengujian 
Proses ini akan menguji model yang telah hasilkan sebelumnya kemudian diuji dengan data uji yang telah disiapkan. Data uji ini akan mewakili data-data baru yang nantinya dihasilkan oleh sistem yang ada bertujuan untuk mengecek tingkat akurasi pada implementasi sesungguhnya. Tahap akhir adalah melakukan pengujian algoritma CNN menggunakan Confusion Matrix. Model yang telah dibangun sebelumnya akan diuji dengan data uji untuk melihat akurasinya, pengujian dilakukan pada 75 data. Data di jelaskan dengan gambar di bawah ini:
Tabel 1. Tabel Data
	                                           Aktual

	
Prediksi
	Data
	TRUE
	FALSE

	
	TRUE
	48
	3

	
	FALSE
	5
	19




Dari tabel tersebut didapatkan hasil : 
1. True : 48 dokumen 
2. True False : 3 dokumen 
3. False True : 5 dokumen 
4. False False : 19 dokumen 
Dengan hasil dari confusi matrix diperoleh akurasi: 
Akurasi = (True  + False False) / (True + True False + False True + False False) 
Akurasi = (48 + 19) / (48 + 3 + 5 + 19) 
Akurasi = 0.89 
Akurasi = 89% 
Akurasi algoritma CNN yang didapatkan dengan menggunakan adalah 0,89atau 89% dalam pengklasifikasian data titik api  kebakaran hutan menjadi sebuah nilai dalam bentuk accuracy.
IV. Kesimpulan 
[bookmark: _heading=h.tyjcwt]Berdasarkan Model yang dibuat mendapat mendapatkan akurasi data titik api kebakaran hutan sebesar 89,8%. Ini membuktikan penerapan Algoritma CNN memberikan hasil klasifikasi yang sangat baik. Klasifikasi berhasil dilakukan dengan baik menggunakan CNN dengan Tensorflow dengan akurasi yang didapatkan sebesar 89,8%. Berdasarkan akurasi tersebut dapat membuktikan bahwa penerapan CNN dengan Tensorflow memiliki kinerja yang sangat baik dalam teknik klasifikasi.
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